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Scoring & Applications – Chapitre 3 – Evaluation d’un score

Contexte et objectif

On dispose d’observations x1, . . . ,xn ∈ X réparties en G groupes. yi ∈ {1, . . . , G} indique le groupe auquel
appartient xi. Qu’elles soient probabilistes ou géométriques les méthodes de scoring se décomposent ainsi :

(a) l’information contenue dans D = {(xi, yi); i = 1, . . . , n} permet de définir un score s : X → R
(b) la valeur de s(x) permet d’affecter tout nouvel individu x ∈ X à une classe ŷ(x) ∈ {1, . . . , G}.
La partition inférée : {x ∈ X ; ŷ(x) = g}; g = 1, . . . , G dépend de s. Pour valider cette partition, il est nécessaire de

pouvoir évaluer le score s et de pouvoir le comparer à un éventuel score concurrent. Les outils permettant d’évaluer
un score sont de trois types : l’erreur de classement, la courbe ROC et le choix de modèle.

Erreur de classement

Le score s est de bonne qualité si la classe ŷ(x) à laquelle il affecte x correspond, en moyenne, à la vraie classe y
de x. Or, si l’on ne sait rien du modèle qui a généré (x, y), l’erreur de classement : E(x,y)(1{ŷ(x)=y}) ne peut pas être
déterminée. Il existe cependant plusieurs façons de l’estimer et d’évaluer ainsi la qualité de s.

Erreur théorique
En analyse discriminante probabiliste, on modélise les données du groupe g par fg(•, θg) et le poids du groupe

est πg. L’erreur théorique est alors : ε̂th =
∑G

g=1 π̂g
∫
{x∈X ;ŷ(x)6=g} fg(x, θ̂g)dx.

L’estimateur ε̂th possède deux inconvénients : (a) il hérite du biais du modèle postulé (b) il est fréquent que les
fonctions fg ne permettent pas de calculer ε̂th explicitementa.

Erreur apparente
L’erreur apparente est calculée par resubstitution : les observations de D sont prises à la fois pour données

d’apprentissage et données de test.
- construire un classifieur sur les données de D
- pour chaque i ∈ {1, . . . , n} déterminer la classe estimée de xi : ŷ(xi)
- calculer l’erreur apparente : ε̂ap = #{i; ŷ(xi) 6= yi}/n
ε̂ap sous estime l’erreur de classement (biais d’optimisme). Le biais de ε̂ap est d’autant plus grand que n est petit

ou que le modèle est complexe (beaucoup de paramètres).

Bootstrap
L’erreur estimée par bootstrap vise à réduire le biais de l’erreur apparente ε̂ap calculée sur D . Pour j = 1, . . . , N :
- tirer de D un échantillon Dj de taille n comportant de possibles répétitions
- construire le classifieur sur les données de Dj puis :
◦ classer les données de Dj et déterminer le taux d’erreur ε̂Dj

◦ classer les données de D et déterminer le taux d’erreur ε̂D
- calculer βj = ε̂Dj

− ε̂D
L’erreur estimée par bootstrap est : ε̂boot = ε̂ap +

∑N
j=1 βj/N . Le terme

∑N
j=1 βj/N est destiné à corriger le biais

d’optimisme associé à l’erreur apparente ε̂ap.

Leave one out
Le Leave One Out ou validation croisée considère tour à tour chacun des points de D pour donnée de test et les

autres points pour données d’apprentissage. Pour i = 1, . . . , n :
- construire le classifieur sur D privé de (xi, yi)
- estimer la classe de xi : ŷi
- comparer ŷi à la vraie classe de xi : yi
L’erreur de validation croisée (Cross Validation) est ε̂CV =

∑n
i=1 1{ŷi 6=yi}/n.

v-fold Cross Validation
Cette méthode est inspirée du Leave One Out. On établit d’abord une partition de {1, . . . , n} en K groupes de

tailles similaires : I1, . . . , IK . Puis, pour k = 1, . . . ,K :
- on construit un classifieur sur {(xi, yi); i /∈ Ik}
- on calcule l’erreur de classement ε̂k sur {(xi, yi); i ∈ Ik}
L’erreur v-fold Cross Validation est : ε̂v−fold CV =

∑K
k1 ε̂k/K. Lorsque K = n, le v-fold Cross valisation est un

Leave One Out.
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adans ce cas on approche ε̂th par une méthode de Monte Carlo
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Pour aller plus loin sur les méthodes d’estimation de l’erreur de classement : [5], [2], [4, Chap.10].

Courbe ROC

Supposons que :
- la partition recherchée possède deux classes (G = 2), une classe sans risque : 1 et une classe à risque : 2
- on affecte un individu x ∈ X à l’une des classes en comparant s(x) à un seuil : ŷ(x) = 2 ssi s(x) > c.
Les observations de D se répartissent en quatre catégories :
- les faux positifs ; ils sont dans la classe 1 mais sont affectés à la classe 2 ; FP = #{yi = 1, ŷ(xi) = 2}
- les vrais positifs ; ils sont dans la classe 2 et sont affectés à la classe 2 ; V P = #{yi = 2, ŷ(xi) = 2}
- les faux négatifs ; ils sont dans la classe 2 mais sont affectés à la classe 1 ; FN = #{yi = 2, ŷ(xi) = 1}
- les vrais négatifs ; ils sont dans la classe 1 et sont affectés à la classe 1 ; V N = #{yi = 1, ŷ(xi) = 1}.
Le nombre de négatifs est N = FP + V N et le taux de faux positifs TFP = FP/N représente la proportion

d’individus sans risque dont on juge à tort qu’ils sont à risque ; TFP estime la spécificité du classifieur.
Le nombre de positifs est P = V P + FN et le taux de vrais positifs TV P = V P/P représente la proportion

d’individus à risque dont on juge à juste titre qu’ils sont à risque. 1 − TV P représente la proportion d’individus à
risque dont on juge à tort qu’ils sont sans risque, et s’appelle la sensibilité du classifieur.

L’erreur apparente est : ε̂ap = TFP × (N/n) + (1− TV P )× (P/n).
Les effectifs V N , FP , FN , etc. dépendent du seuil c auquel on compare s(x) pour affecter x ; ils devraient être

indicés par c : V Nc, FPc, FNc, etc. La courbe ROC (Receiver Operating Characteristic) est l’ensemble de points
{(TFPc, TV Pc); c ∈ s(X )}. L’AUC (Area Under Curve) est l’aire du domaine situé sous la courbe ROC. Une courbe
ROC située au dessus de la première bissectrice est le signe d’un bon classifieur.

classe estimée : ŷ(x)
1 2

classe réelle : y 1 V N FP
2 FN V P

Table 1: tableau de confusion

Une référence pour l’analyse des courbe ROC : [3].

Choix de modèle

Lorsqu’un classifieur repose sur un modèle paramétrique ou semi paramétrique on peut l’évaluer à travers un critère
de vraisemblance : AIC [1], BIC [6], etc, et le comparer à un classifieur reposant sur un modèle de même naturea.

Cependant, un critère de choix de modèle réalise un objectif (AIC estime la déviance d’un modèle, BIC estime
la probabilité d’un modèle conditionnellement aux données, etc). L’objectif du critère de choix de modèle peut être
éloigné de celui de la classification. Autrement dit, un modèle peut être bon du point de vue du critère qu’il optimise
mais ne pas conduire à un classifieur satisfaisant.

Une discussion sur le sens des critères de choix de modèle : [7]
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aon prendra garde à ne jamais comparer deux modèles qui ne modélisent pas les mêmes données
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